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学術・技術論文

階層型学習機構における状態行動空間の構成

高 橋 泰 岳∗ 浅 田 稔∗

State-Action Space Construction for Multi-Layered Learning System

Yasutake Takahashi∗ and Minoru Asada∗

This paper proposes a multi-layered reinforcement learning system that integrates lower learning modules and

generates one of higher purposive behaviors based on which an autonomous robot learns from lower level behaviors

to higher level ones through its life time. We decompose a large state space at the bottom level into several subspaces

and merge those subspaces at the higher level. This allows the system to reuse the policies already learned and to

learn the policy against the new features. As a result, curse of dimension is avoided. To show its validity, we apply

the proposed method to a simple soccer situation in the context of RoboCup, and show the experimental results.
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1. は じ め に

強化学習や遺伝的アルゴリズム等の手法を用いたロボットに
よる自律的な行動の獲得に関する研究がこれまで多くなされて
きた（例えば文献 [1]～[3]）．これらの手法は先見的な知識をほ
とんど必要とせず，適応的で即応的な行動を獲得できる利点が
よく知られている．ロボットにこれらの手法を適用することで，
生涯にわたり環境との相互作用を通して自分自身の行為を発達
させていくことができるようになった．しかしながら，従来の研
究の多くは設計者が目標状態，状態行動空間，評価関数等を定
義し，合理的な学習時間内に目的の行為をロボットに獲得させ
ることを目的としてきた．したがってロボットはある一つの与
えられたタスク以外のことを学習することは非常に困難である．
実環境の中で様々な行為を自律的に学習していくロボットを
実現するためには，状況に応じて必要な状態行動変数を組み替
え，探索範囲を無駄に広げることなく，比較的小さな状態行動空
間をもとに学習／制御することが必要である．なぜならば，ロ
ボットが搭載しているセンサ情報およびモータコマンドすべて
を考慮した状態行動空間を作り，これをもとに与えられたタス
クに対する政策を獲得することは，計算資源の面から事実上不
可能であり，また学習に要する時間は非現実的になりやすいか
らである．
異なる状態行動空間を扱った学習／制御器を効率的に利用す
ることで，新しい環境下での適応や，さらに多様な状況に対す
る行為を獲得することが可能である．これまでにも一度獲得さ
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れた政策を再利用する手法がいくつか提案されている（例えば
文献 [4]～[6]）．これらの研究は，以前に置かれていた環境下で
得られた知識をもとに，新しい環境下において行動を調整する
ことに主眼を置いたものである．これらの手法ではロボットが
扱う状態変数は固定であり，また与えられるタスクも固定であ
るので，獲得した政策をもとに多様な状態変数で表現される新
たな状態空間への対応は難しい．一方で，異なる状態空間で学
習された結果をそれらの空間を直交化した状態空間に投影する
ことで，より次元の高い状態空間における学習の効率化を目指
した研究がある（例えば文献 [7] [8]）．しかし，これらの手法が
目的としているのは政策が独立した二つのタスクをそれぞれ学
習させ，これらの複合した新たなタスクに対して直交化された
状態空間における学習効率を議論しているので，最終的に用意
すべき状態空間は状態変数すべてを直交化して張り，これを密
に離散化した巨大なものにならざるを得ない．
これらの問題を回避するための一手法として，全体としての
学習／制御システムに階層構造を導入することが考えられる．
つまり，
（1）全状態行動空間の中の部分空間を扱う学習/制御器を複数用

意し，
（2）獲得された学習/制御器に対応する状況および行為を抽象

化し，
（3）抽象化された状況・行為をもとに複数の部分空間にわたる

新たな状態行動空間を作り，拡大された空間の中で新しい
行為を獲得する

ことである．最終的には上位の層で多数の状態変数からなる状
態空間を扱うことになるが，それらはすでに下位の層で状態・
行動ともに抽象化されているので，従来の手法のように状態数
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が爆発するようなことは抑えられると考えられる．
鮫島ら [9] は環境の予測可能性に基づいて状況を分割する複
数モジュール競合アーキテクチャMOSAIC を強化学習に拡張
した手法を提案している．複数の線形予測モデルの競合を用い
て非線型・非定常な環境を時空間的に区分し，それを状況とし
て認識し，その状況に対応する制御則を強化学習により獲得す
る．この考え方は非常に興味深いが，基本的に一層における学
習器の切り替えに重点をおいているので，抽象化された状況・
行為を基により抽象度の高い行為を獲得するという過程は考慮
されていない．
高橋，浅田 [10]は同一構造の学習器を複数用いて階層的に自
律的に構築することによる行動獲得法を提案した．下位の層の
学習器はそれぞれ異なったサブゴールを担当し，低レベルの行
為を学習する．獲得された学習器に基づいて下位の層の状態・
行動空間から状況・行為を定義し，これを上位の層の状態・行動
空間として採用し，より抽象化された行為を学習していく．従
来の手法とは異なり，それぞれの学習器が担当するサブゴール，
タスクは自律的に決定され，また階層も自律的に構成される．
しかしこの手法はすべての状態変数を含んだ状態空間が定義
されたもとで状況・行為の抽象化が行われていることを仮定し
ているので，異なる部分空間を状態空間として持つ学習器を統
合し，より多くの状態変数で表現される状況に再利用すること
を考慮していない．
そこで本論文では階層型学習機構において異なる部分空間を
状態空間として持つ下位の層の学習器を統合し，より多くの状
態変数によって表現される状況における行為を上位の層で獲得
する手法を提案する．この手法は以下の利点がある．
1© 学習済みの階層構造をそのまま利用して新しい学習器層を
構成することが可能で，新たに増えた状態変数に対応した
行動を獲得することができる．

2© 下位の層において部分的な状態空間上で獲得された行動学
習器群をより上位の層で組み合わせることによって，多く
の状態変数を同時に扱う行為を獲得できる．

3© 全状態空間を部分空間に分割するので，結果として一つの
学習器が対応する状態数が減り，必要な計算資源を抑える
ことができる．
提案する手法をロボカップ [11]に出場しているロボットに適
用した結果を示す．

2. 階層型学習機構

階層型学習機構の基本的なアーキテクチャは [10]と同じであ
る．同種の行動学習器を複数並べて層を作り，これを階層的に
構築する（Fig.1）．この学習器の階層構造はタスク分解の役割
を担っていると見なすことができる．下位の学習器は，与えら
れた環境下で狭い範囲を探索し，より低レベルで基本的な行動
を獲得する．一方，上位の学習器は下位の学習器を利用するこ
とにより，より広い範囲を探索し，より高レベルで抽象化され
た行動を獲得する（詳細は文献 [10]を参照）．
この階層型学習機構の中では獲得された学習器に基づいて下
位の層の状態・行動空間から状況・行為を定義し，これを上位
の層の状態・行動空間として採用し，より抽象化された行為を
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Fig. 1 An overview of a hierarchical learning architecture : LM
stands for learning module

学習していく．Fig.2に下位の層の学習結果を用いて状況・行
為を把握する様子を示す．ある層において状態空間上に学習器
を振り分け，それぞれの学習器はその状態空間上で自分に割り
当てられた状態へ遷移するための行動を学習する．その上の層
では，下位のそれぞれの学習器が担当している領域を状況と判
断し，隣接する状況への移動を行為と認識する．
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Fig. 2 The relationships of situations and behaviors inside a
layer and between different levels

3. 上位の層における状態／行動空間の構成

同一レベルの複数の層において獲得された状況・行為を基に
上位の層の状態・行動空間を構成する場合，下位の複数の層の
状態空間が互いに独立であるか強い相関関係があるかによって
適切な構成方法を選ぶべきである．下位のそれぞれの層が異な
る対象を認識し，それぞれに対して行為を学習しているならば，
基本的にそれぞれの層の空間は独立であり，一方で同じ対象を
認識し，行為を学習しているなら強い相関関係があると考えら
れる．例えば片方の層はナビゲーション行動を獲得しており，も
う一方は物体の操作動作を獲得している場合は，それぞれの層
の学習器は独立していると考えられる．また，同じ対象を異な
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Fig. 3 State-action space construction based on multiplicative
approach

るセンサによって認識している場合は，お互いの層は基本的に
強い相関関係を持っているであろう．この場合，上位の層の学
習器は，状況が下位のある一つの層の学習器の担当範囲外で使
えないとき，下位の他の層の学習器を利用することで状況を広
く認識すると期待される．そこで，ここでは前者に対し「直積
的手法」を，後者に対し「相補的手法」を以下に提案する．
（a） 直積的手法

二つ以上の層を上位の層で統合する一つの方法を Fig.3に示
す．状態空間は下位のそれぞれの層の状況の直積を取り構成す
る．行動空間は下位の層の学習器への指令として定義され，一
つの行動につき一つの学習器が割り当てられる．例えば Layer 1

の学習器が n個，Layer 2の学習器がm個だった場合，n×m

の状態と n + mの行動を作る．
（b） 相補的手法

もう一つの方法を Fig.4に示す．一つ上の層の学習器で，下
位の二つの層を統合する．統合する際，下位の層の学習器によっ
て定義される状況／行為が上の層の学習器のそれぞれ状態／行
動に 1対 1に対応する．具体的には下位の一つの層に n個の学
習器，もう一つの層にm個の学習器がある場合，n+m次元の
状態ベクトルと行動ベクトルを構成する．この方法は直積的手
法に比べて計算資源の使用量を抑えることができる．下位の層
（Fig.4の Layer 1）の学習器が担当する範囲（State Space 1）
を他の層（Layer 2）の学習器が担当する範囲（State Space 2）
で補間する（あるいはその逆）ことで，上位層（Higher Layer）
の学習器がより広範囲の状況をシステム全体として把握するこ
とをこの手法は可能にする．

4. タスク遂行時の階層型学習機構内での行動戦略

システムに与えられる目標状態は最下位の層の状態空間の中
で与えられる．Fig.5（a）にこの状況を示す．もし目標状態が
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Fig. 4 State-action space construction based on complementary
approach

一つの状態空間上で与えられれば，文献 [10]で示した方法で行
動をとる．つまり，システムは最下位の層の中で与えられた目
標状態に一番近いゴール状態を持つ学習器を探す．この学習器
で現在の状況から目標状態に到達できるなら，この学習器を起
動させて目標状態へ移動する行動をとらせる．そうでないとき
は，一つ上の層で目標状態に近い学習器を探す．これを繰り返
すことになる．以下にアルゴリズムを示す．

1© 目標状態が指定される．
2© 最下位の層の中で与えられた目標状態に一番近いゴール状
態を持つ学習器を探す．

3© この学習器が現在の状況に対応しているか?

YES :この学習器を起動させて目標状態へ移動する行動をと
らせる．

NO :一つ上の層で目標状態に近い学習器を探し， 3©へ．
もし目標状態が複数の状態空間にまたがって指定されたとき，
システムは目標状態が一つの状態空間で表せられる最下位の層
を探す．Fig.5（b）にこの状況を示す．目標状態が最下位の層の
異なる複数の状態空間で指定されている．システムは下位の二
つの層を統合した上位の層の状態空間上で目標状態を内部で規
定する．次にこの層に含まれる学習器のなかで一番目標状態に
近いものを選び，この学習器で現在の状況から目標状態に到達
できるなら，この学習器を起動させる．そうでないときは，さ
らに一つ上の層で目標状態を探す．以下にアルゴリズムを示す．
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Fig. 5 Strategy in the multi-layered control structure

1© 目標状態が指定される．
2© 指定された空間をすべて含む空間を状態空間として持つ層
を全てリストアップする．

3© そのリストの中で最下位の層を探す．
4© その層の中で与えられた目標状態に一番近いゴール状態を
持つ学習器を探す．

5© この学習器が現在の状況に対応しているか?

YES :この学習器を起動させて目標状態へ移動する行動をと
らせる．

NO :リストの中で次に低い層を探し， 4©へ．

5. 実 験

5. 1 設定

提案する手法を検証するために，移動ロボットによる簡単な
ホーミング行動とシュート行動の実験を行った．Fig.6に使用
するロボットとボール，ゴールを示す．Fig.7にロボットの簡
単なシステムを示す．ロボットはセンサとして広角レンズを装
着した CCDカメラと全方位ミラーを装着したカメラを持ち，2

枚の画像処理ボードを使って実時間でボールやゴールの重心を
抽出する．カメラの搭載位置のため，広角レンズを装着したカ

Fig. 6 A mobile robot, a ball, and a goal
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Fig. 7 An overview of the robot system

メラはロボット前方を，全方位ミラーを装着したカメラはロボッ
トの側方と後方を観測することになる．また移動機構は左右独
立駆動機構である．これらのカメラやシステムのキネマティッ
クなパラメータ等はロボットには未知であり，環境との相互作
用の中でセンサ情報からモータコマンドへのマッピングを提案
する手法を用いて獲得することになる．環境はボール一つ，敵
および味方ゴール，そして移動ロボットで構成される．目標状
態は，実際に移動ロボットをシュート行動が完了した状態まで
移動させ，センサ情報を読み込ませることで与える．具体的に
はロボットはボールと敵ゴールを前方のカメラで中央下にとら
えた状態になる．
最下位の層の状態空間として Fig.8にあるように，前カメラ
画像上と全方位画像上それぞれにおいてボールとゴールのそれ
ぞれの位置を離散化した空間を用意した．前カメラ画像上では
11× 21，全方位画像上では 15× 15にそれぞれ離散化した．ま
た行動空間は左右の車輪のモータコマンドに与える指令値で構
成され，これも 5× 5で離散化した．
階層構造は今回 Fig.8のように設定した．最下位では四つの

学習層があり，それぞれがそれぞれの論理センサ（前カメラ画
像上および全方位画像上でのボールの位置およびゴールの位置）
を担当した．第 2レベルの “ball pers.×goal pers.”層と第 3レ
ベルの “ball×goal”層は直積的手法で構成し，それ以外の第 2，
第 3レベルの層は相補的手法で構成した．図中の矢印はゴール
状態活性度から状態ベクトルへの流れを示す．行動ベクトルか
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ら行動活性度への矢印はここでは省略した．第 4レベル以上の
層は文献 [10]で示される方法で自律的に構成させた．

5. 2 実験結果

実験は学習段階と学習結果を用いたタスク遂行の段階の二つ
の段階からなる．まず，ロボットは約 2時間，環境の中をラン
ダムに移動し，センサ・モータコマンド系列のデータをとり，こ
れ使って上記の階層構造学習機構を学習した．
この階層型学習機構を使ってホーミング行動とシュート行動
を実行させた．ホーミング行動を取る場合はボールもしくは
ゴールに関する情報のみを必要とするので，例えばゴール前に
移動するホーミング行動の場合，Fig.8 に示す右側の層（第 1

レベルの goal pers.層および goal omni層，第 2レベルの goal

pers.+omni層，第 3レベルの goal pers.）の学習器を利用し，
タスクが遂行される．詳しい動作については文献 [10]とほぼ同
じなので割愛する．シュート行動を実行するときロボットがタ
スクを遂行するのに必要な情報はボールとゴール両方であるの
で，Fig.8のほとんどの層（第 3 レベルの ball pers+omni層お
よび goal pers.+omni層以外）を活用する．ホーミング行動と
シュート行動という具合に，タスクによって必要とする方法が
異なる場合でも同じ階層型学習機構を使い，内部で活用する学
習器を切替えることで対応できることが分かる．
シュート行動ではロボットをゴールから離して反対方向を向
かせて置き，ボールをそれらの間に置いた．目標状態はボール
とゴールが前カメラで下の中央に見える状態を指定した．Fig.9

にそのときのロボットの動きと搭載されたカメラの画像を示す．
Fig.10 にそれぞれのレベル，それぞれの層のゴール状態活
性度と行動活性度の遷移を示す．行動活性度はゴール状態活性
度の上部に矢印として表示している．Fig.11 に活性化された
学習器の遷移と上位から下位への学習器への指令などの概略図
を示す．下への矢印が上の層の学習器から下位の層のどの学習
器を活性化させたかを示している．
このシステムはまず目標状態（ボールとゴールが前カメラの
画面中央下に見える状態）を担当している第 2 レベルの “ball

pers.×goal pers.” 層の番号 0 の学習器（bgL2-0）で目標状態
への到達を試みるが，前カメラによって対象を認識しておらず，
制御できない．そこで第 3レベルの “ball×goal”層の番号 0の
学習器（bgL3-0）に制御を任せる．この学習器は第 2レベルの

Fig. 9 A sequence of a shooting behavior and its camera images

“goal pers.+omni” 層の番号 1 の学習器（gpoL2-1），および
“ball pers.+omni” 層の番号 0 の学習器（bpoL2-0）を起動す
る．これらの学習器は第 1レベルの適切な学習器を起動するこ
とによって，所定の行動を実行している．第 2 レベルの “ball

pers.×goal pers.”層の番号 0の学習器 bgL2-0で，目標状態へ
の到達が可能と判断されれば，ロボットの制御をこの学習器に
任せている．たまに，ボールとぶつかることでボールが横にこぼ
れるなどしてこの学習器の制御可能範囲外に状況が変化すれば，
また第 3 レベルの “ball×goal” 層の番号 0 の学習器（bgL3-0）
に制御を任せ，目標状態への遷移を試みている．最終的には第
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Fig. 10 A sequence of the goal state activation and behavior
activation of learning modules

2 レベルの “ball pers.×goal pers.” 層の学習器 bgL2-0 が担当
している目標状態へ状況が遷移することで，タスクを遂行して
いる．

5. 3 考察

ここでは 1章で述べた三つの利点を検討する．
1© 学習済みの階層構造をそのまま利用して新しい学習器層を構

成することが可能で，新たに増えた状態変数に対応した行動を

獲得することができる

今回の実験では Fig.8に示す階層構造にて行為の学習を行わ
せた．もしロボットが置かれた環境にボールしかなかった場合，
もしくは他のものがあっても知覚されなかった場合は，システム
として Fig.8 の左半分，つまり第 1レベルの “ball omni”層お
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Fig. 11 A sequence of the behavior activation of learning mod-
ules and the commands to the lower layer modules

よび “ball pers.”層，第 2レベルの”ball pers.+omni”層，第
3レベルの “ball pers.+omni”層の学習器に経験を積ませるこ
とで，ボールへのアプローチという行為を獲得することができ
る．次にシステムがゴールを知覚したとき，Fig.8 に示す右半
分，つまり第 1 レベルの “goal pers.” 層および “goal omni”

層，第 2レベルの”goal pers.+omni”層，第 3レベルの “goal

pers.+omni”層の学習器を追加することで，ゴールに対する簡
単なナビゲーション行動を獲得するといった，新しい状態変数
に対応した行動を獲得することが可能である．
2© 下位の層において部分的な状態空間上で獲得された行動学習

器群をより上位の層で組み合わせることによって，多くの状態

変数を同時に扱う行為を獲得できる．

第 1レベルではボールとゴールを同時に把握する学習器はな
かったが，第 2レベルに “ball pers.×goal pers”層，第 3レベ
ルに “ball×goal”層，第 4レベルに “ball×goal”層を設けるこ
とにより，ボールとゴールを同時に把握する行動，シュート行動
を獲得することができることを実験を通して示した．また，ナ
ビゲーションの経験を積んだシステムが，獲得した学習結果を
もとにシュート行動をより効率良く獲得する結果をシミュレー
ションを元にすでに得ている [12]．
3©全状態空間を部分空間に分割するので，結果として一つの学
習器が対応する状態数が減り，必要な計算資源を抑えることが

できる．

最後に本手法が従来の手法と比べて計算機の必要とされるメ
モリ資源が大幅に緩和されることを示す．Table 1に本手法で実
際に構築されたそれぞれの層の状態数，行動数，Qテーブルの
サイズ，配置された学習器数，層全体で必要とされたメモリ数
を示す．比較として Table 2に従来手法を適用したときの予想
されるデータを示す．現実問題としてこれを実装することは非
常に困難であるので，概数として示す．第一レベルにおいて，提
案する手法の方は状態空間が分割されているので状態数は 102

のオーダですみ，すべての学習器に必要なメモリを足しても 105
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Table 1 Required memory size for the proposed layered learning system

level layer # of states # of actions Q table size # of modules memory size
A B C = A×B D C ×D

ball pers. 231 25 5,775 25 144,375
1 ball omni. 225 25 5,625 18 101,250

goal pers. 231 25 5,775 24 138,600
ball omni. 225 25 5,625 23 129,375

ball pers.+omni. 43 43 1,849 9 16,641
2 goal pers.+omni. 47 47 2,209 9 19,881

ball pers. × goal
pers.

600 49 29,400 65 1,911,000

ball pers.+omni. 9 9 81 1 81
3 goal pers.+omni. 9 9 81 1 81

ball × goal 81 18 1,458 15 21,870

4 ball × goal 15 15 225 8 1,800

sum total 193 2,465,073

Table 2 Required memory size for the layered learning system with monolithic state
and action spaces

level layer # of states # of actions Q table size # of modules memory size
A B C = A×B D C ×D

1 full state-action 207, 936 25 5, 198, 400 104 1011

2 full state-action 104 104 108 103 1011

3 full state-action 103 103 106 102 108

· · · full state-action · · · · · · · · · · · · · · ·
total 104 1011

のオーダですむ．一方で従来手法ではすべての状態変数を考慮
して状態空間を構成するため，状態数は 105のオーダになり，一
つの学習器に必要なメモリ容量は 106 のオーダにもなる．実際
はこれにより多くの学習器が配分されるので，その学習器を掛
けた分のメモリ容量が必要となる．ここでは用意した状態空間
の状態数の 10分の１の学習器が各層において割り当てられると
仮定した．どちらのシステムにおいても，第 2レベルにおいて
計算資源がより多く必要とされることが分かる．最終的なオー
ダとしては状態空間を分割して後で統合する提案手法が 106，分
割せずに巨大な状態空間を元に階層化をする手法が 1011 であ
る．必要とされる計算資源は大幅に緩和されたと考えられる．

6. お わ り に

本論文では階層型学習機構において低レベルの大きな状態空
間をいくつかの部分空間に分け，より高いレベルでそれらを統
合する手法を提案した．提案する手法をロボカップ [11]に出場
しているロボットに適用した結果を示した．
現段階では自律的に階層構造を構築する機構が入っていない
が，設計者の介在なしに学習器の層を自律的に追加するように
将来拡張する予定である．また，本研究では主に状態空間の階
層性に注目してきたが，行動空間の階層性についても本手法と
同様のアプローチが可能か，現在検討中である．
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